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1 Introduccién

El término “redes meuronales” ha ido torndndose cada vez mas familiar en los ultimos aifios, es-
pecialmente en el ambito cientifico-técnico, pero tambien en contextos menos especializados. La
primera imagen que se presenta generalmente al nedfito, al escuchar mencionar el tema, es la de
un “cerebro artificial” y, como tal, algo estrechamente relacionado con la biologia (mas especifi-
camente a la neurofisiologia) y con la informética. Ambas relaciones son estrictamente correctas
pero, no obstante, constituyen una imagen incompleta. Actualmente puede considerarse a tema de
las redes neuronales como un drea del conocimiento interdisciplinaria por excelencia, contribuyendo
a la misma diversas disciplinas tales como biologia, informatica, matema tica, psicologia y fisica,
entre las mas importantes. Si bien el papel de la mayoria de esta disciplinas es facilmente identi-
ficable, el de la fisica (el cual fue fundamental en las primeras etapas del desarrollo de esta area)
suele prestarse a confusién. La primera impresion es este sentido suele ser que las redes neuronales
constituyen un intento de modelar en forma completa el sistema nervioso partiendo de primeros
principios, es decir, en términos de las leyes de la fisica y la quimica microscépicas (enfoque reduc-
cionista). Por el contrario, el enfoque principal de las redes neuronales consiste en intentar emular
funciones cognitivas bésicas (tales como aprendizaje, memoria asociativa, generalizacién, etc) me-
diante modelos simplificados que tomen en cuenta solo las caracteristicas funcionales esenciales
del sistema neuroldgico, haciendo abstraccién de los procesos fisicos-quimicos que subyacen en las
mismas. Estrictamente, son estos modelos lo que se conoce como redes neuronales. El aporte de la
fisica (mas concretamente de la fisica estadistica) es entonces basicamente metodolégico.

El objetivo principal del presente articulo consiste en presentar, de manera lo menos técnica
posible, una visién general de los conceptos basicos de la teoria de las redes neuronales. Por otro
lado, se intenta tambien mostrar como los conceptos y la metodologia de la fisica estadistica pueden
resultar de enorme utilidad en el desarrollo de nuevas areas del conocimiento como la presente, las
cuales por su complejidad requieren necesariamente de un abordaje multidisciplinario.

2 Modelos matematicos

Desde el punto de vista funcional, el sistema nervioso puede describirse como un sistema dindmico
de alta complejidad. Se trata entonces de modelar dicho sistema dindmico, trabajando por analogias
con sistemas dinamicos conocidos de la fisica. Como?

Todo modelo se supone constituye una representacion simplificada de cierto sistema real. La
principal justificacién de dicha simplificacién es que permita el tratamiento analitico del problema.
No obstante, a menudo el conjunto de simplificaciones es tan drastico que el modelo pierde en gran
medida su semejanza con el sistema real que intenta simular. Esto no implica necesariamente que el
modelo y sus soluciones se vuelvan inutiles o sin sentido. La fisica estadistica nos muestra numerosos
ejemplos en los cuales puede obtenerse informacién valiosa a partir de modelos ultrasimplificados.
Comenzaremos entonces con una descripcion breve de un problema paradigmatico de la fisica
estadistica (estrechamente relacionado con el desarrollo de la teoria que nos interesa).



2.1 Un modelo para el magnetismo

El ejemplo mas caracteristico de lo anteriormente expuesto es el fendmeno conocido como ferro-
magnetismo. Si tomamos un iman permanente y lo calentamos, a cierta temperatura pierde su
magnetizacién permanente. Decimos entonces que el material se encuentra en una fase param-
agnética. Si ahora comenzamos a disminuir su temperatura, para un valor muy preciso de la misma
(conocido como temperatura critica), el material se magnetiza espontaneamente y permanece asf
para toda temperatura inferior a la critica. Decimos entonces que el material se encuentra en
una fase ferromagnética. Este tipo de fenémenos se conocen como transiciones de fase o fenémenos
eriticos y son completamente andlogos a la transformacién liquido-vapor en un fluido (por €j., agua)
al variar la temperatura.

Desde el punto de vista del modelado, la fisica microscépica de estos sistemas resulta extremada-
mente compleja. Estos materiales estan compuestos tipicamente de aproximademente 1023
ordenados en una estructura regular (cristal). En términos generales las propiedades magnéticas
se originan en los electrones de las capas electrénicas incompletas de cada dtomo. Cada electrén
presenta un momento magnético conocido como spin, de tal manera que puede pensarselo como un
iméan elemental. El fenémeno macroscépico del ferromagnetismo surge de las fuerzas combinadas de
cada electrén dentro del propio dtomo junto con las fuerzas producidas por los restantes electrones
del material. De esta manera, el estudio de este problema a partir de las ecuaciones de la fisica
atémica involucrarfa la resolucién de como minimo 10?3 ecuaciones diferenciales acopladas.

Este fenémeno pudo ser comprendido en profundidad a partir de un modelo ultrasimplificado,
el cual puede justificarse a partir de dos observaciones fundamentales:

Atomos

e En presencia de un pequeno campo magnético externo los imanes elementales asumen en su
mayoria sélo dos orientaciones: en la direccién del campo o contraria a él.

e La fuerza efectiva entre dos imanes elementales cercanos tiende a orientarlos paralelos.

El modelo en cuestién, conocido como modelo de Ising [3], consiste en reemplazar cada dtomo ¢
del cristal por una variable S;, la cual puede asumir solo dos valores +1, simulando las dos orienta-
ciones del iman elemental. Se asigna ademas una energia al sistema, de tal manera que la misma
aumenta en una cantidad constante por cada par de imanes que apunten en direcciones opues-
tas entre si. Considerando entonces una gran cantidad de estas unidades simples, y aplicando los
métodos de la fisica estadistica pueden calcularse en principio todas las funciones termodinamicas
de este sistema ficticio y contrastarse con las curvas experimentales. A pesar de su simplicidad,
este continda siendo un problema matemadtico formidable debido a la gran cantidad de unidades
elementales a considerar. No obstante, el mismo pudo resolverse analiticamente, encontrandose
que las curvas tedricas no solo describian cualitativamente el fendmeno del ferromagnetismo, sino
que graficadas adecuadamente, las mismas reproducian con alta precision las curvas experimentales
de una gran variedad de materiales con diferentes estructuras en las cercanias de la temperatura
critica. Esta caracteristica de que sistemas muy dispares en sus detalles microscdpicos presen-
ten el mismo comportamiento macroscépico bajo ciertas circunstancias, dependiendo sélo de unas
pocas propiedades elementales en comiin, se conoce en fisica como universalidad y es una propiedad
bastante frecuente en los sistemas complejos.

La fenomenologia de estos sistemas es mucho mas rica de lo aqui descripto, pero no nos ex-
tenderemos en mas detalles. Solo vamos anadir que este fendmeno es uno de los ejemplos mas
tipicos de los que se conocen como fendmenos cooperativos, esto es, dado un conjunto de unidades
funcionales muy simples que interactian entre si, es posible que las mismas muestren un com-
portamiento colectivo nuevo, complejo, si el numero de unidades ensambladas es suficientemente
grande, tal como el ordenamiento espontineo de los imanes elementales. Una muestra de unos
pocos atomos magnéticos no se magnetiza a ninguna temperatura. Asi, en la suma de los efectos
de una gran cantidad de unidades solo los aspectos funcionales mas bésicos son los que sobreviven,
dando lugar a la universalidad del comportamiento. Con respecto al ejemplo anterior, en lo que



se relaciona con el comportamiento colectivo, tanto da tener atomos complejos o variables de dos
estados: el comportamiento macroscépico para temperaturas cercanas a la critica es exactamente
el mismo en ambos.

2.2 Fenémenos cognitivos

Un segundo ejemplo, que presenta muchas analogias con el anterior, es precisamente el de las redes
neuronales (modelos simplificados) y su capacidad de reproducir fenémenos cognitivos bésicos como
los observados en los seres provistos de un sistema neuroldgico (sistema por lo general altamente
complejo). Las redes neuronales surgen histéricamente a partir de la informdtica, como un intento
de reproducir ciertas capacidades cognitivas del cerebro mediante computadoras. Existen una serie
de capacidades propias del cerebro sumamente dificiles de reproducir mediante una computadora
secuencial. Asi, por ejemplo, el reconocimiento visual de lenguaje escrito manuscrito, requiere en
principio de una capacidad de almacenamiento de memoria infinita, de manera de guardar todas las
posibles formas de las letras. Por otra parte, la recuperacién de este tipo de informacién mediante
una bisqueda secuencial serfa sumamente lenta. Sin embargo, el cerebro humano, luego de un
periodo de aprendizaje, es capaz de realizar esta tarea de manera inmediata y, obviamente, con una
capacidad de almacenamiento finita. Esto indica un mecanismo de almacenamiento y recuperacién
de informacion de una naturaleza completamente diferente al de las computadoras, ya que uno no
memoriza todas las posibles formas de las letras, sino que de alguna manera se guarda informacién
acerca de la estructura del patrén visual (graffa), y el mismo se recupera por asociacién entre
patrones visuales semejantes. Este tipo de memoria se denomina asociativa o direccionable por
contenido.

Por otra parte, existen tareas que una computadora secuencial realiza de manera mucho mas
eficiente que un cerebro, tal como el célculo de una raiz cuadrada. Vemos asi, que los mecanismos
internos de funcionamiento de un cerebro y una computadora tradicional deberian ser en principio
completamente diferentes.

3 Neuronas formales

Comencemos entonces por intentar modelar las unidades funcionales basicas del sistema nervioso,
es decir, las neuronas [4].

Morfolégicamente una neurona se diferencia principalmente de otras células en que la membrana
celular presenta un conjunto de extensiones en forma ramificada conocidas como dendritas y una

unica extensién de forma tubular o fibra conocida como azdn, el cual se ramifica en su extremo;
estas dltimas ramificaciones se conectan a las dendritas de otras neuronas, siendo estas conexiones
conocidas como syndpsis.

Una neurona posee la capacidad de emitir un impulso eléctrico (estrictamente este mecanismo es
electroquimico) el cual se propaga a lo largo del axén, transmitiéndose a otras neuronas a traves de
las synapsis con este dltimo. En ausencia de un ntimero importante de estimulos eléctricos aferentes,
la membrana se encuentra polarizada eléctricamente, estando el citoplasma (medio interno) cargado
negativamente respecto del liquido neural (medio externo), presentando una diferencia de potencial
aproximadamente constante de -70 mV. En este caso, decimos que la neurona se encuentra en
reposo. La llegada mas o menos simultdnea de un cierto ndmero de estimulos electricos puede
producir una despolarizacién local de la membrana, con la consiguiente caida en la diferencia de
potencial. Si esta caida supera un cierto valor umbral de aproximadamente 10 mV, se produce una
despolarizacion global que se propaga a lo largo de toda la membrana alcanzando el axdn; esta
onda de despolarizacién constituye el impulso eléctrico antes mencionado y se denomina potencial
de accion. Luego de este evento, la membrana resulta completamente despolarizada y, pasado cierto
intervalo de tiempo conocido como periodo refractario, la polarizaciéon de membrana se reconstituye.
Vemos entonces que una neurona actia como un dispositivo integrador, “sumando” los impulsos
recibidos y emitiendo o no un potencial de accion, segiin esta suma supere o no un valor umbral.
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Figura 1: Representacién esquematica de una neurona formal

Un aspecto importante a mencionar, es que cada synapsis transmite con diferente intensidad
el impulso recibido, pudiendo esta ser de tipo ezcitatoria (disminuye el potencial de membrana) 6
inhibitoria (aumenta el potencial de membrana hiperpolarizdndola).

La caracteristica mas importante, desde el punto de vista funcional, es que las neuronas son
dispositivos de dos estados, esto es, en cada instante de tiempo la neurona puede estar inactiva
(en reposo) o emitiendo una sefial (potencial de accién). Las otras caracteristicas sobresalientes
desde el punto de vista estructural son el alto nimero de unidades y la alta conectividad entre las
mismas.

El primer modelo matematico de una neurona fue introducido por McCulloch y Pitts[5] en
1943, mediante lo que se denominé la neurona formal. En este modelo se simula cada neurona
mediante una variable que puede asumir en cada instante solo dos valores: 0 y 1, representando los
estados desactivado y activado (es decir, emitiendo un potencial de accién) respectivamente. Cada
una de estas unidades asume su estado de activacion S; a partir del calculo de una cantidad h;, la
cual simula un potencial de membrana efectivo como una suma pesada de los estados de activacién
de las neuronas que realizan synapsis aferentes con esta (ver figura 1):

4
hi =Y WijS;
j=1

donde las variables W;; se denominan eficacias o intensidades sindpticas. Estas variables pueden
tomar valores positivos o negativos, representando synapsis excitatorias o inhibitorias respectiva-
mente.

El mecanismo de funcionamiento de estas unidades es el siguiente: en un dado instante de
tiempo t (en alguna escala de eventos discretos) la neurona i computa h; a partir del estado de
activacién en el tiempo ¢t — 1 de todas las neuronas que se conectan aferentemente a la misma. Si
hi supera un cierto valor umbral 7; la neurona se activa, es decir S;(t) = 1y S;(t) = 0 en caso
contrario:

g — 1 si h; >1T;
e 0 si hy<T;

esto es, la funcién de activacién viene dada por un escalén, como se muestra en la figura 2.



Figura 2: Funcién de activacién en el modelo e McCulloch & Pitts de una neurona formal

El objetivo de McCulloch y Pitts fue mostrar que con dispositivos tan simples como estos,
los cuales guardan una analogia a nivel sumamente basico con las neuronas bioldgicas, era posi-
ble construir estructuras que llevaran a cabo operaciones logicas simples. Sin embargo, en afios
posteriores se mostré que es posible asociar este modelo a una descripcién ultrasimplificada de la
electrodindmica de una neurona, mediante una interpretacién diferente. Dicha descripcién se basa
en la observacion de que la frecuencia promedio de pulsos emitidos a lo largo del axon V;, depende
de la corriente eléctrica media de entrada a través de la membrana celular, en la forma que se
muestra en la figura 3, variando entre cero y una frecuencia méxima de saturacién [6].

frecuencia Vj

corriente de entrada

Figura 3: Frecuencia promedio de pulsos emitidos en el axon en funcién de la corriente promedio
de entrada

La corriente de entrada promedio por su parte, proviene fundamentalmente de otras neuronas
que hacen sindpsis con ella a través del arbol dendritico. Asi, despreciando otros efectos, la misma
puede escribirse como

corriente de entrada = }_; Wi;Vj.



donde ahora la variable W;; es una conductividad efectiva o promedio de la sindpsis entre las
neurona ¢ y j. Notemos que la funcién respuesta de la figura es no lineal, ya que la misma presenta
saturacion.

Surge entonces la hipétesis de que es esta no-linealidad (es decir, la forma de la funcién res-
puesta) la caracteristica mas importante en lo que respecta al manejo de informacién, tal como
era la propiedad de presentar dos orientaciones principales los imanes elementales en el sistema
magnético. Asi, se simplifica ain mas el modelo reemplazando la funcién respuesta por la mas
simple posible con forma semejante: un escalén (figura 2).

Podemos entonces reinterpretar la neurona formal de McCulloch y Pitts. Las variables S;
representan entonces las actividades o frecuencias promedio, donde los estados 0 y 1 corresponden
a la minima y maxima frecuencias posibles, en una escala adecuada. La cantidad h; representa
el potencial de membrana promedio, el cual es proporcional a la corriente efectiva a través de la
misma. Mas atin, es posible mostrar a traves de simulaciones numéricas que este reemplazo de
variables continuas por variables de dos estados no altera cualitativamente el comportamiento de
los modelos que se describen a continuacién.

4 Perceptrons

El tipo mas simple de estructuras que podemos formar con neuronas formales se conoce como
perceptron simple [1, 2] y consiste en un conjunto de neuronas dispuestas en dos capas, una
de entrada y una de salida como se muestra en la figura 4, donde la informacién fluye en un solo
sentido, de la entrada a la salida. En otras palabras, las neuronas de la capa de salida sélo reciben
estimulos aferentes de las correspondientes a la capa de entrada a traves de un conjunto de sinapsis
dado. Podemos pensar entonces en dos instantes de tiempo distintos: en el primero las neuronas
de la capa de entrada asumen un valor de activacion a partir de algun estimulo externo; en el
instante siguiente las neuronas de salida computan cada una su potencial post-sindptico a partir
de las anteriores y asumen su estado de activacion de acuerdo a la regla antes explicada, emitiendo
la respuesta al estimulo (ver figura 4).

Ahora bien, tanto la entrada como la salida son conjuntos de ceros y unos. Mediante estos
conjuntos puede construirse un alfabeto y codificar cualquier tipo de informacién. Este sistema de
codificacion se conoce como binario y es el utilizado internamente por las computadoras digitales
usuales. Asi, por ejemplo, si tomamos una ristra grande de ceros y unos podriamos tomarlos de a
cinco y codificar nameros:

00000 | 00001 | 00010 | 00011
0 1 2 3

etc, o bien letras:

10000 | 10001 | 10010 | 10011
A B C D

etc. Asi, podemos pensar en estas estructuras como procesadores de informacién, que producen
asociaciones entre un cierto conjunto de datos y otro. Por ejemplo, podriamos codificar en la
entrada imagenes en blanco y negro, ordenando las neuronas de entrada en una capa bidimensional
de tal manera que cada una corresponde a un grano de una foto (o un pixel de una pantalla de
computadora) y que la misma toma el valor cero si en la imagen el grano estd negro y uno si esta
blanco. Por otra parte podriamos codificar en la salida letras conformando palabras que describan
conceptos asociados con las imagenes. Asi, podriamos ingresar una foto de una persona y querer
que en la salida aparezca el nombre de esa persona.

Otro ejemplo seria el de suma de ndmeros naturales. Codificamos en entrada dos numeros
naturales, digamos entre cero y 15 (hacen falta 8 neuronas) y en la salida tambien nimeros entre
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Figura 4: Perceptron simple

cero y 30 con 5 neuronas, y queremos que la salida nos dé el resultado de la suma para cualquier
par de numeros.

Este tipo de estructuras fue introducido en 1962 por F. Rosenblatt [7], el cual las bautizo con
el nombre sugestivo de perceptrons. Desde el punto de vista computacional, estos dispositivos
resultan en principio sumamente poderosos, ya que procesan la informacién en paralelo, es decir,
muchas operaciones elementales simultaneamente, a diferencia de las computadoras usuales que
funcionan de manera secuencial, siendo en consecuencia mucho mas lentas. Como veremos mas
adelante, este no es el Uinico aspecto importante de estas redes.

Surge entonces de manera natural la siguiente pregunta: ; son capaces estas redes de llevar a
cabo cualquier tipo de tarea u asociacién? FEn otras palabras, dado un cierto conjunto de asocia-
ciones entre conjuntos de datos codificables en forma binaria, es posible encontrar un conjunto de
intensidades sinapticas y umbrales de activacién, tales que la red produce en forma exacta todas
las asociaciones?

Para el caso de la red antes presentada (perceptron simple) la respuesta es no. FExiste una
cierta categoria de asociaciones que resultan imposibles de realizar con esta red [8]. Un ejemplo
es precisamente el problema de suma de dos nidmeros naturales [9]. No obstante, puede verse que
cualquier tipo de problema puede resolverse mediante una generalizacién de la estructura anterior,
conocida como perceptron multicapa [10], tal como la que se muestra en la figura 5.

Para cada problema en particular es necesario determinar el niimero minimo de capas interme-
dias necesarias para resolverlo. Asi, por ejemplo, en el caso de la suma de dos nimeros naturales es
necesario como minimo una capa intermedia. En el caso de la multiplicacién de dos ntimeros son
necesarias como minimo dos capas intermedias [11]. No obstante, aun sabiendo que un dado pro-
blema (esto es, un dado conjunto de asociaciones) es factible de ser resuelto por una red neuronal,
son contados los casos en los cuales se conocen de manera exacta los valores de las intensidades
sindpticas {W;} que efectivamente permiten realizar dicha tarea. Es aqui donde entra en con-
sideracién el aspecto mas interesante de estos dispositivos y es que los mismos son capaces de
aprender a realizar una determinada tarea, como por ejemplo sumar dos niimeros.
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Figura 5: Perceptron multicapa

| decimal | binario | S |

1 0001 |1
2 0010 | O
3 0011 |1
4 0100 [ O
5 0101 |1

Tabla 1: Ejemplo de funcién de paridad para una entrada de 5 digitos binarios

5 Aprendizaje

Todas las teorias de aprendizaje en redes neuronales se basan en alguna medida en la hipdtesis de
Donald Hebb (1949) [12], segin la cual el aprendizaje tiene lugar mediante modificaciones
sinapticas que reflejan las actividades de las neuronas pre y post sinapticas bajo la
influencia del estimulo a ser aprendido.

5.1 Algoritmos

Los modelos de aprendizaje se concretan mediante algoritmos de ajuste de las intensidades sindpticas
Wi;;. Entendemos por algoritmo un cierto conjunto estructurado y secuencial de pasos de calculo
que se repite hasta alcanzar el efecto deseado. Esto algoritmos pueden ser programados en una
computadora de manera de simular el proceso automético de modificacién sindptica durante el
aprendizaje, y se denominan genéricamente reglas de aprendizaje.

Tomemos para fijar ideas un ejemplo simple: un perceptron con sélo dos capas (entrada y
salida), con un cierto ntimero de neuronas en la capa de entrada que codificaran niimeros naturales
(en base binaria) y una tnica neurona en la capa de salida (ver figura 6), con la cual queremos
determinar la paridad del nimero entrado, es decir, que tome el valor cero si la entrada es un
numero par y asume el valor uno si es impar (ver tabla 1).

Fl problema es entonces determinar el conjunto de valores que deben tomar las eficacias sinapticas
{W;} coni=1,2,..., N para que el perceptron compute correctamente todos los valores de la tabla
1. La regla de aprendizaje mas simple para calcular dichos valores se conoce como regla del percep-
tron [2], y consiste en el siguiente algoritmo:

Partimos de un conjunto de intensidades sindpticas {W;} arbitrarias.

1. Se toma un ejemplo particular (esto es, una fila de la tabla 1). Dada la entrada del mismo,
en general la salida que se obtendra no coincidird con la deseada.
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Figura 6:

2. Se toma una neurona de entrada ¢ y se ajusta la sindpis correspondiente W; de acuerdo con
la siguiente regla:

(a) Sila salida actual coincide con la deseada, W; se deja inalterada.

(b) Sila entrada S; =1 en el ejemplo y la salida actual no coincide con la deseada, Wj se
modifica de acuerdo con:

| entrada .5; | S actual | S deseado | modificacién |

1 0 1 W, — W, +e
1 1 0 W; — W, —¢

donde € es algun numero positivo pequeno.

(c) Sila entrada S; = 0, W; no se modifica

3. Se repiten todos los pasos anteriores para todas las neuronas de entrada con el mismo ejemplo.

4. Se repite todo el proceso anterior para cada uno de los ejemplos.

El conjunto completo de todos estos pasos constituye una iteracién del algoritmo. Una vez
concluido este proceso se vuelven a comparar las salidas para las nuevas intensidades {W;} con las
deseadas. Si las mismas coinciden para todos los ejemplos se termina el proceso y decimos que
el algoritmo convergid o que la red aprendié. En caso contrario se repiten todos los pasos anteriores
hasta completar una nueva iteracion.

Ahora bien, este proceso termina alguna vez? Para este algoritmo particular existe un teorema,
el cual enuncia que, si la solucién existe (es decir, si existe al menos un conjunto de valores {W;} para
los cuales la red realiza todos los ejemplos) el proceso converge en un numero finito de iteraciones
12].

Este algoritmo se generaliza facilmente para el caso en que existen mas de una neurona de
salida. Simplemente se repiten dentro una misma iteracién todos los pasos para cada una de las
neuronas de salida.

Existen muchos otros tipos de algoritmos de aprendizaje semejantes, los cuales permiten entre-
nar redes multicapa, de manera que puedan aprender cualquier tipo de tarea codificable en base a
neuronas formales, para los cuales, si bien no existe un teorema de convergencia como en el caso
anterior, puede mostrarse que convergen en un nimero finito de pasos a una solucién con error
acotado.



5.2 Aprendizaje supervisado vs. no-supervisado

Este tipo de procedimiento, en el cual se compara permanentemente la salida obtenida durante el
mismo con la deseada se denomina aprendizaje supervisado, ya que presupone la existencia de
un “maestro” que determina exactamente cuando la respuesta emitida por el “alumno” (esto
es, la red) es la correcta o no.

Algoritmos de este tipo resultan bastante 1tiles desde el punto de vista computacional. Por
otra parte, desde el punto de vista bioldgico son bastante ficticios, ya que resulta dificil discernir
cual seria el equivalente se ese supuesto “maestro”. Pero existen otros algoritmos de aprendizaje
no-supervisado que resultan mas interesantes desde el punto de vista de la emulacién de sistemas
biolégicos. Uno de ellos se conoce como método de premio y penalizacion. En este, en lugar de
compararse de manera detallada si la salida es la correcta para cada neurona, se introduce una
funcién “placer” o “displacer” que cuantifica el exito o error cometido por la red globalmente para
todos los ejemplos. Esta funcion se define de tal manera que varia entre cero y uno, correspondiendo
estos valores extremos a un fracaso o un exito total respectivamente. A “grosso modo”, cada
intensidad sindptica es entonces modificada o no, durante una iteracion, con una probabilidad que
depende de la funcién placer.

Estudios matematicos acerca de este algoritmo en problemas particulares muestran que el mismo
efectivamente converge a las respuestas correctas, de manera tal que en promedio la funcién placer
tiende siempre a incrementarse. En este caso el tiempo de convergencia, es decir el numero de
iteraciones necesarias para que el proceso termine, es mayor que en el caso supervisado.

5.3 Generalizacion

Ahora bien, podria ser que el conjunto de asociaciones a aprender por la red sea demasido grande,
de manera tal que el tiempo necesario para que la misma las aprenda todas resulte excesivamente
largo. Asi por ejemplo, en el problema de suma, el nimero total de ejemplos (sumas posibles de
dos numeros) crece exponencialmente con la cantidad de digitos de los niimeros a sumar. Es aqui
donde emerge la caracteristica tal vez mas interesante de los perceptrons, que es su capacidad de
generalizacion [13] . Es posible ver que con los algoritmos de aprendizaje descriptos, no es necesario
ensefiarle a red todas la asociaciones posibles entre los conjuntos de datos de entrada y salida; basta
con ensenarle (en el sentido antes descripto) sélo un subconjunto mucho menor de asociaciones o
ejemplos, conocido como conjunto de entrenamiento. Si este conjunto es suficientemente grande
(pero siempre mucho menor que el completo) la red reproducird correctamente asociaciones que no
le fueron ensenadas durante el proceso de aprendizaje. Asi, por ejemplo, en el problema de suma
de dos niimeros entre 0 y 15, en el cual el nimero total de sumas posibles es 256, basta con incluir
en el conjunto de entrenamiento aproximadamente 120 sumas elegidas aleatoriamente (50%). Si
ahora se ingresa en la entrada cualquier otra suma que no se le ensefio la red, esta dard la salida
correcta también. Si se aumenta el numero de digitos (y por lo tanto el niimero de neuronas de
entrada y salida) este porcentaje disminuye. Para la suma de ndmeros entre 0 y 255 el ndmero
total de ejemplos es 64000 y en este caso el numero de ejemplos aleatorios es aproximadamente
6000, es decir un 10% del total posible de ejemplos.

Vemos entonces que la red es capaz de “inducir” a partir de un cierto nimero de ejemplos la
regla de suma, comportamiento que en algiin sentido puede ser catalogado de “inteligente”. Por otra
parte, el mismo fue obtenido mediante un proceso completamente automaético, en el cual en ningin
momento se ha suministrado informacion explicita acerca de la regla de suma o sus propiedades
(conmutatividad, asociatividad, existencia del elemento neutro, etc.) Mas atin, esto resulta también
muy interesante ya que estas redes serian en principio capaces de resolver problemas para los cuales
no se conocen todas las respuestas y sélo se conocen algunos casos particulares. Un ejemplo de esto
ultimo es la prediccion de series temporales complejas. Fn estos casos se dispone de una cierta serie
temporal de datos finita z(t), como podrian ser los registros meteoroldgicos, de contaminacién,
etc., y se desea hacer prondsticos acerca de los valores futuros de la serie [14]. Este tipo de datos
experimentales combinan una componente aleatoria muy fuerte con una alta no-linealidad, lo cual
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torna el proceso de prediccién sumamente dificultuoso. En este caso se entrena una red cuya
entrada codifica el valor de la serie z(¢) y la salida (¢ 4+ 1). Los pares entrada-salida con los cuales
se entrena la red son entonces los pares de valores sucesivos del conjunto conocido. Tests numéricos
realizados con series temporales generadas artificialmente con funciones conocidas [1] (es decir, que
se conoce la respuesta futura), asi como con datos experimentales [14] muestran que efectivamente
pueden realizarse predicciones correctas en algunos casos, con una eficiencia mayor que los métodos
usuales de regresion lineal.

Un problema en este tipo de aplicaciones consiste en que el numero necesario de capas interme-
dias varfa con la complejidad de la funcién utilizada, la cual en problemas reales es desconocida.
Aplicaciones de este tipo se encuentran actualmente en estudio.

6 Memoria Asociativa

El fenémeno de memoria asociativa puede ser modelado tambien mediante perceptrons. No ob-
stante, resulta mas interesante discutirlo en base a otro tipo de redes neuronales conocido como
“attractor neural networks” (ANN) o redes con atractores [15], (la razon de este nombre se
aclarard mas adelante) ya que las mismas permiten introducir un marco conceptual que posibilita
una comprensién mas profunda del fenémeno. La estructura de este tipo de redes, por otra parte,
se encuentra mas cercana a las observadas en la mayoria de los sistemas neurolégicos.

A diferencia de los perceptrons, que poseen una estructura de capas y en las cuales los estimulos
fluyen en una tnica direccién, en las nuevas redes la informacion puede fluir en cualquier sentido.
Sea W;; la intensidad sindptica entre la neurona presindptica ¢ y la post-sindptica j (ver figura
7). En principio tanto W;; como Wj; pueden ser diferentes de cero, es decir, en estos modelos la
neurona ¢ puede tanto enviar impulsos a otra neurona j como recibirlos de la misma, a diferencia
de los preceptrons en los cuales W;; # 0 implicaba que W;; = 0 (informacién en un solo sentido).

En este caso la dindmica se modela de una manera un poco diferente. En una dado instante
de tiempo inicial ¢ se determina el estado de activacién de todas las neuronas S;(t). Este estado
inicial representa un estimulo, el cual puede provenir de otras neuronas sensorias, las cuales re-
alizan solamente sinapsis aferentes con las del sistema en consideracion. Fn el instante siguiente
se computa el potencial post-sindptico hi(t + 1) correspondiente a cada neurona ¢ en funcién del
estado de activacion de todas las neuronas restantes en el instante anterior:

hi(t+1) =Y Wi;Sj(t)

donde las variables W;; tienen el mismo significado de antes. Finalmente, cada neurona asume su
nuevo valor de activacion al tiempo t 4+ 1 de acuerdo a la misma regla que el perceptron y todo el
ciclo vuelve a repetirse para el instante t 4 2.

Vemos que en este caso no existe diferenciacion entre neuronas de entrada y salida. Todas las
neuronas formales evolucionan permanentemente, y el estado de todas y cada una interviene en el
proceso dindmico en cada instante de tiempo. El estado completo de la red, es decir, el conjunto
de valores de activacién de todas las neuronas, en un dado instante de tiempo puede representarse
en un espacio abstracto, como se muestra en el ejemplo de la figura 8 para el caso de 3 neuronas:
S1, 2y Ss.

Vemos que todos los estados posibles de esta red se encuentran en los vértices de un cubo de
lado unidad. Para el caso de N neuronas los estados se ubicardan en una generalizacién del mismo,
el cual se denomina un hipercubo en N dimensiones, al cual llamaremos el espacio de estados. El
estado de la red esta representado entonces por un punto en ese espacio discreto abstracto. Bajo la
regla de activacién antes explicada dicho punto se moverd en el espacio de estados describiendo una
trayectoria. Este tipo de red constituye por lo tanto un sistema dindmico, donde las trayectorias del
mismo estardn determinadas por el estado inicial y el conjunto de intensidades sindpticas y umbrales
de activacion. Dichas trayectorias alcanzaran al cabo de un cierto tiempo lo que se denomina un
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Figura 7:

atractor, esto es, un subconjunto de puntos en el espacio de estados al cual convergen trayectorias
provenientes de diferentes estados iniciales lo suficientemente cercanos a algiin punto del atractor. El
atractor mas simple posible es un inico punto en el espacio de estados, el cual se conoce como punto
fijo. Una vez arribado el sistema a un punto fijo no evoluciona més, con lo cual este corresponde
a un estado estacionario. Existen tambien atractores no estacionarios tales como ciclos limites en
los cuales el sistema recorre periddicamente un conjunto finito de puntos, y los atractores cadticos,
los cuales consisten de un subconjunto infinito de estados (y por lo tanto solo son posibles en un
espacio de estados infinito) en los cuales el sistema nunca repite exactamente un mismo estado en su
evolucién. Si bien todos estos tipos de atractores son de interés en la teoria de las redes neuronales
[16], nos concentraremos solamente en el caso de puntos fijos.

S;

Figura 8: Espacio de estados para 3 neuronas. Los puntos negros indican los tinicos estados posibles
de la red.

El proceso de manejo de informacién completo puede entonces esquematizarse como se muestra
en la figura 9. Por un lado tenemos un cierto conjunto de neuronas de entrada (las cuales no forman
parte del ANN) las cuales envian un estimulo a las del ANN; sin recibir estimulos del mismo. Estas
son las que determinan el estado inicial de la red. Por otra parte tenemos un conjunto de neuronas
de salida o lectoras, las cuales reciben estimulos de parte del ANN, pero no los reenvian al mismo.
Estas tendrian por funcién monitorear el estado de la red, respondiendo de manera diferente de
acuerdo al atractor en el cual se encuentra el ANN y enviando en consecuencia una senal a otro
dispositivo para un posterior procesamiento o bien a un sistema motor. En lo que sigue nos vamos
a ocupar solamente del ANN, es decir, de la relacién entre el estado inicial y el atractor asociado
o estado final.

Fl atractor mas simple posible es un punto fijo, es decir un estado en el cual el conjunto de
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entrada salida

>

Figura 9: Manejo esquemidtico de la informacién en una red con atractores (ANN).

Figura 10: Representacién esquematica de las cuencas de atraccion asociadas a tres atractores
diferentes, representados por los puntos negros 1,2 y 3; las lineas continuas constituyen las fronteras
de las cuencas.

actividades de la red no cambia en el tiempo. Si tenemos un conjunto de puntos fijos diferentes,
cada uno de ellos posee una cuenca de atraccién, que se define como la regién del espacio de
estados cuyos puntos son llevados a traves de la dinamica a dicho punto fijo, tal como se muestra
esquematicamente en la figura 10 para el ejemplo de 3 puntos fijos.

Ahora bien, recordemos que el espacio de estados esta constituido por los vértices de un hiper-
cubo, o en otras palabras, por un conjunto de ceros y unos asociados al estado de activacién de
cada una de las neuronas que componen la red. Es posible ver que, bajo la accién de la dindmica
de activacion que hemos presentado, la cuenca de atraccién de un punto fijo se encuentra consti-
tuida por puntos cercanos al punto fijo, donde la distancia al punto se mide en base al numero de
neuronas que difieren en su estado de activacion, la cual se conoce técnicamente como distancia de
Hamming. Pero esto es justamente lo que precisamos para un modelo de memoria asociativa, ya
que puntos cercanos en el espacio de estados contendran informacién semejante al diferir solamente
en el estado de unas pocas neuronas. Supongamos para fijar ideas que la red codifica imégenes vi-
suales, es decir, el estado de activacién cada neurona indica si un punto de la imagen bidimensional
es blanco o negro. Supongamos ademas que queremos almacenar el patrén visual de una letra del
alfabeto, por ejemplo el caractér romano para la letra A, y asociar con el mismo letras parecidas
que resultan de una deformacién del original, por ejemplo, debido a un trazo manuscrito irregular.
Cuanto mas parecidas sean al patrén visual original menor sera su distancia de Hamming al mismo.
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El problema que se plantea entonces es el siguiente: ; existe un conjunto de valores para
las intensidades sindpticas, tales que el patron visual original, al cual llamaremos una memoria,
constituya un punto fijo de la dindmica de la red?

Este problema fue resuelto en los afios 80 por John Hopfield [17] y otros [18], quienes introdujeron
el modelo (conocido luego como modelo de Hopfield) que se describe a continuacién [2].

Antes de continuar conviene introducir el siguiente cambio de variables el cual, si bien es un
tecnicismo que no altera el contenido del modelo, simplifica su discusiéon. Para cada neurona ¢
introducimos una nueva variable de activacién o; de la siguiente manera:

o, =25, —1

conlocualsiS;=0=0;,=—-1ysiS;=1= 0; =1. De esta manera el estado 0; = —1 representa
una frecuencia de activacion baja y el g; = 1 continua teniendo el mismo significado de antes. El
potencial post-sindptico se calcula ahora como

4
hi(t+1) =Y Wijo;(t)
j=1

y el estado de activacién de la neurona ¢ al tiempo ¢ + 1 estara determinado por una funcion de la
forma que se muestra en la figura 11.

Oi

Figura 11: Funcién de activacién para neuronas o; = +1.

La receta para la construccién de las intensidades sinapticas, conocida técnicamente como regla
de Hebb, es la siguiente:

e Supongamos primero que queremos almacenar sélo una memoria:

(01,02,...,0n) = (£&1,62, ..., &N)

la cual constituye un conjunto particular de unos y menos unos. En este caso las intensidades
sindpticas entre cada par de neuronas ¢ y j se calcula segin

Wij = &&;

Notemos que la sindpsis serd exitatoria (+1) o inhibitoria (-1) de acuerdo al estado de ambas
neuronas 7 y j en la memoria o patron, el cual se supone aprendido en alguna etapa previa.
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e Supongamos ahora dos memorias

1 1 1
oron o) = EH) )

Cada memoria constituye un conjunto particular de unos y menos unos. En este caso

el 242
Wij = 6§ + &6
y asi sucesivamente al aumentar el nimero de memorias.

Notemos que con esta prescripcién las intensidades sindpticas resultan simétricas W;; = Wj;.
Esta hipdtesis, altemente no realista, tiene como objeto simplificar el analisis matematico subse-
cuente y es posible mostrar que la misma no es fundamental. Esto es, los resultados que se obtienen
no se alteran cualitativamente si se levanta esta restriccién, por ejemplo, cortando aleatoriamente
un cierto numero de sindpsis. En particular el modelo asi formulado, con variables que toman
valores +1 y con sindpsis simetricas resulta enteramente andlogo al modelo magnético mencionado
al principio. Fue esta analogia formal lo que posibilité a Hopfield y a otros autores posteriores el
andlisis completo de la dindamica del modelo en base a todo el conocimiento previo de la fisica de
los sistemas magnéticos.

Hopfield mostré que en este caso existe una funcion energia asociada al espacio de estados que
depende del conjunto de intensidades sinapticas W;j, la cual determina la dindmica del sistema y
que en la analogia con los sistemas magnéticos es precisamente la energia magnética. Asi, cada
estado neuronal tiene asociado un valor de energia, de manera que la evolucion del sistema en el
tiempo es tal que el mismo siempre disminuye su energia. Esta evolucién puede visualizarse a traves
del siguiente esquema.

Supongamos que representamos esquemdticamente el espacio de estados en un plano, de tal
manera que cada punto del plano representa un estado colectivo de la red. La funcién energia puede
representarse entonces como una superficie en el espacio tridimensional, con valles y montanas. La
proyeccion en el plano horizontal (piso) de un punto sobre esta superfice corresponde entonces al
estado de la red, en tanto que su altura da el valor de la energia. La dinamica del sistema entonces
es andloga al movimiento de una bolita que cae bajo la accién de la gravedad por las laderas de estas
montanas, pero la cual posee rozamiento de manera que al caer pierde energia y al llegar al fondo
de un valle se detiene. De esta manera, los minimos de la energia o fondos de los valles constituyen
los atractores de la dindmica, y sus respectivas cuencas de atraccion estan determinadas por las
laderas de las montafnias que rodean a los valles, tal como se muestra en la figura 12.

Hopfield mostré tambien que los minimos mas profundos (los cuales puede verse que poseen
ademds las mayores cuencas de atraccién) corresponden justamente a las memorias almacenadas
segun la regla de Hebb. Todos los patrones cuya distancia de Hamming no difiera demasiado
de la memoria poseeran una energia mayor y por lo tanto se localizaran en las laderas adyacentes,
encontrandose por lo tanto en la cuenca de atraccién de la memoria.

En la figura 13 se muestra un ejemplo de recuperacién asociativa para una red tipo Hopfield
con patrones visuales en blanco y negro de 130 x 180 puntos, en el cual se han almacenado 8 fotos
diferentes. La figura muestra los estados inicial, uno intermedio y el final para la recuperacién de
tres de los patrones, en los cuales se ha suministrado informacién borrosa en el primero y parcial
para los otros dos.

La analogia con los sistemas magnéticos permitié ademas obtener una serie de resultados impor-
tantes acerca de diversas propiedades de este modelo, asi como diversas generalizaciones del mismo
que permitieron estudiar otros fenémenos relacionados. Citemos a titulo de ejemplo el cdlculo de
la capacidad mdxima de almacenamiento de una red con N neuronas. Tal como es de esperar no
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Figura 12: Representacion esquematica de la superficie energia asociada al almacenamiento de dos
memorias, en este caso, los caracteres romanos A y B.
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Figura 13: Recuperacién de memoria asociativa en una red tipo Hopfield con ocho fotos almacenadas
[1]. Las columnas representan (de izquierda a derecha) los estados inicial, uno intermedio y el final
(atractor-memoria). Las entradas corresponden a una imagen borrosa (arana), una cortada por la
mitad (botellas) y una en la cual se presenta un cuarto de la foto original (perro).

podemos almacenar memorias indefinidamente sin que se altere la capacidad de recuperar ade-
cuadamente la informacién. Para el modelo de Hopfield el nimero maximo de memorias es de un
14% del total de neuronas. Para otros modelos posteriores este porcentaje mejora substancialmente.
Asi, si tenemos una red de 100 neuronas podremos almacenar hasta 14 memorias sin problemas.
Que ocurre si almacenamos 157 En el caso del modelo de Hopfield se demostré que ocurre una
catastrofe, ya que la capacidad de recuperacion desaparece completamente al superar la capacidad
maxima. Esta falencia es debida obviamente a la extrema simplicidad del modelo. Posteriores
sofisticaciones del modelo permitieron superar esta falencia. Existe, por ejemplo, un modelo en
el cual las memorias en lugar de almacenarse todas simultdneamente mediante la regla de Hebb,
se almacenan en orden cronolégico mediante otra regla de cdlculo de las intensidades sindpticas
[19]. En este caso, las memorias mas antiguas van perdiendo su capacidad de recuperacién, ya
que sus cuencas de atraccién se van haciendo cada vez mas pequenias. A su vez, la calidad de la
recuperacion se deteriora, ya que el atractor correspondiente no se encuentra ya exactamente en
la memoria, sino en las cercanias de la misma. Por otra parte, las nuevas memorias poseen las
mayores cuencas de atraccién y su calidad de recuperacién es la mejor. De esta manera, la red
nunca pierde su capacidad de memorizar nuevas informaciones, sino que “los viejos recuerdos van
dando lugar gradualmente a los nuevos”.

Si bien la informacién en el modelo de Hopfield no fue obtenida a traves de un proceso de apren-
dizaje como en el caso de los perceptrones, es posible combinar ambos procedimientos y calcular
las intensidades sindpticas en los modelos tipo Hopfield mediante algoritmos de aprendizaje super-
visado andlogos a los anteriores. En este caso lo que se aprende no es un conjunto de asociaciones
o pares de preguntas-respuestas, sino directamente el patrén a memorizar, de tal manera que las
cuencas de atraccién que producen las asociaciones se forman autométicamente [20, 21].
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7 Comentarios finales

Un aspecto importante a resaltar es que en todos los modelos presentados el manejo de la infor-
macién se lleva a cabo a traves de estados colectivos de la red (atractores en el caso de las ANN
y asociaciones entrada-salida en el caso de los perceptrones). Esto es, la informacién no se en-
cuentra almacenada de manera detallada y particionada en cada neurona (es decir, cada neurona
no almacena un bit de informacién) sino que cada concepto (memoria u asociacién) se encuentra
almacenada simultaneamente en el conjunto completo de las intensidades sindpticas, actuando las
neuronas puramente como procesadores de dicha informacién. Este manejo de la informaciéon se
conoce como memoria distribuida y fue una de los mayores aportes conceptuales de la teoria de las
redes neuronales a la neurofisiologia, ya que permitié orientar los estudios sobre memoria en una
nueva direccién.

El hecho de que la informacién se encuentre almacenada en forma distribuida tiene algunas con-
secuencias sumamente importantes. Por un lado, el almacenamiento de memoria (y su consiguiente
recuperacion) resulta “robusto” frente a eventuales “dafios fisicos” del sistema. Asi por ejemplo, si
en el modelo de Hopfield eliminamos algunas neuronas (o sinapsis) al azar (no importa cuales) a
posteriori de haber almacenado un conjunto de memorias, los atractores resultan cualitativamente
inalterados. Esto es, solamente se observard un leve deterioro en la calidad del patrén recuperado
(en el caso de una imégen se espera que la reproduccién sea mas borrosa) pero el mismo continuard
siendo claramente identificable, en tanto el dano no sea masivo.

Por otra parte, una estructura de memoria distribuida resulta consistente con la velocidad de
procesamiento de informacién observada en los sistemas neuroldgicos, ya que involucra un proce-
samiento masivamente paralelo de la misma. FEsto es, grupos de neuronas procesan simultaneamente
un estimulo, de tal manera que la emisién de una respuesta (o el arribo a un atractor) involucran
un intervalo de tiempo pequeno. Esto permite entender la enorme eficiencia de los sistemas neu-
rolégicos en funciones tales como la recuperacion asociativa de una memoria, en comparacién con
una computadora digital basada en el procesamiento secuencial de un conjunto de instrucciones, ya
que las neuronas son dispositivos bésicamente lentos: la velocidad caracteristica de procesamiento
de una neurona es aproximadamente unas 100.000 veces menor que la de una memoria RAM de
una computadora personal corriente de las actuales.

Todos los modelos presentados aqui pueden ser (y de hecho lo han sido en gran medida hasta
el presente) perfeccionados de diversas maneras a fin de, ya sea obtener un manejo mas eficiente
de la informacion (el cual es el interés principal en el drea de la informatica) o bien mediante la
incorporacion de ingredientes que permitan aumentar su semejanza con los sistemas biolégicos. El
principal merito de estos modelos iniciales consistié en que, dada su simplicidad, estos permitieron
la comprension de ciertos aspectos esenciales de mecanismos factibles que explican comportamientos
cognitivos basicos.

Para finalizar, un comentario sobre la cuestién metodoldgica aludida en el principio del articulo,
la cual puede resumirse en el siguiente aforismo: si existe un problema complicado que uno no es
capaz de resolver, con seguridad existe algun problema relacionado mucho mas simple que uno
no comprende. Asi, el modelo de Hopfield nos permitié entender los mecanismos de la memoria
asociativa en base a los conceptos de atractor e informacién distribuida, de la misma manera que el
modelo de Ising permitié entender el ferromagnetismo en el marco conceptual de la universalidad.
Es esta la contribucién que, desde un punto de vista metodolégico, pudo hacerse desde la fisica
estadistica de los sistemas complejos. Comenzamos con el estudio de sistemas mucho mas simples,
aun a costa de alejarnos mucho del problema real, con la esperanza de que los conocimientos
adquiridos en los primeros nos permitan en alguna etapa posterior alcanzar una mayor comprensién
acerca de la forma en que se desarrollan los comportamientos cognitivos en los sistemas neurolégicos?

!La mayoria de los articulos “histéricos” aqui citados pueden encontrarse en la excelente recopilacién de la Ref.[22],
asi como numerosos articulos interesantes sobre neurociencias.
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